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Kurzreferat

Untersuchung zur Lösbarkeit der Rückwärtskinematik
eines 6-DOF Roboter mit einem neuronalen Netz

Das Berechnen der inversen Kinematik ist komplex und muss für jeden Roboter-
typ individuell gelöst werden. Da ein Manipulator ohne die Rückwärtskinema-
tik, die die erforderlichen Achsvariablen für eine Ziellage ermittelt, in der Praxis
nicht verwendet werden kann, ist dieses Problem elementar in der Robotik. In
dieser Arbeit wird der Ansatz zur Lösung der inversen Kinematik mit einem
neuronalen Netz für einen Roboter mit sechs Freiheitsgarden untersucht. Dabei
ist besonders darauf zu achten alle Mehrdeutigkeiten der inversen Kinematik
beim Training zu berücksichtigen, da sonst das Kriterium des Determinismus
zwischen Inputs und Outputs verletzt wird, was verhindert, dass ein Netz für
das Problem trainiert werden kann. Es hat sich gezeigt, dass der Optimierungs-
algorithmus Adams ebenso gute Ergebnisse wie der Scaled Conjugated Gradient
erzielt. Die in Tensorflow verwendete typischen Aktivierungsfunktion Tangens
hyperbolicus, weist im Vergleich zu anderen untersuchten Aktivierungsfunktio-
nen, die in Tensorflow implementiert sind, die beste Performance auf. In MAT-
LAB hingegen weist die Log sigmoid Aktivierungsfunktion die beste Performan-
ce von den implementierten Aktivierungsfunktionen auf. Zusätzlich verringert
das Einschränken der Achsvariablen auf die tatsächlichen Achsbeschränkungen
beim Trainieren des Netzes, sowohl den Netzwerkfehler als auch die Datenmen-
ge, die benötigt wird, damit das Netz gut generalisiert. Abschließend stellt sich
heraus, dass die trainierten Netze keine Praxistauglichkeit aufweisen, da der er-
zielte Netzwerkfehler zu groß ist. Da alle Mehrdeutigkeiten durch geometrische
Analyse ausgeschlossen sind und ein ausreichend großer Datensatz verwendet
wurde, kann mit den hier vorgestellten Ansätzen das Ergebnis nur durch kom-
plexere Netze und damit mehr Daten verbessert werden. Andere Ansätze die
zusätzliche Informationen zur Berechnung der Achswinkel zur Verfügung stel-
len könnten zudem auch bessere Ergebnisse erzielen. Darüber hinaus könnte es
sinnvoll sein, Ansätze zu untersuchen, die sich die Achsbeschränkungen zunutze
machen.
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Abstract

Investigation on the solvability of inverse kinematics of a
6-DOF robot with a neural network

The calculation of the inverse kinematics is complex and must be solved indi-
vidually for each robot type. Since a manipulator cannot be used in practice
without the inverse kinematics, which determines the required axis variables
for a target position, this problem is elementary in robotics. In this thesis, the
approach to solve the inverse kinematics with a neural network for a robot with
six degrees of freedom is investigated. Special care must be taken to account for
all ambiguities in the inverse kinematics during training, otherwise the criterion
of determinism between inputs and outputs is violated, preventing a network
from being trained for the problem. It has been shown that the Adams opti-
mization algorithm performs as well as the Scaled Conjugate Gradient. The
typical activation function tangent hyperbolicus used in Tensorflow, shows the
best performance compared to other studied activation functions implemented
in Tensorflow. In MATLAB, on the other hand, the log sigmoid activation func-
tion exhibits the best performance among the implemented activation functions.
In addition, restricting the axis variables to the actual axis constraints when
training the network, reduces both the network error and the amount of data
needed for the network to generalize well. In conclusion, it turns out that the
trained networks do not have real world applicability because the network error
obtained is too large. Since all ambiguities are excluded by geometric analysis
and a sufficiently large data set was used, the approaches presented here can
only improve the result by using more complex networks and thus more data.
Other approaches that provide additional information for the calculation of the
joint angles could also achieve better results. In addition, it may be useful to
explore approaches that take advantage of axis constraints.
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1 Einführung

Industrieroboter übernehmen einen elementaren Teil der Automatisierung un-
serer modernen Industrie. Aufgrund ihrer Vielseitigkeit können sie unterschied-
lichste Aufgaben erledigen.

Abbildung 1.1: Schematische Darstellung IRB 4600.
Quelle: Abwandlung aus: [1]

Manipulatoren bestehen aus mehreren steifen Gliedern, die durch Gelenke
miteinander verbunden sind. Verwendet werden meist die zwei folgenden Gelen-
karten: Rotationsgelenke und Translationsgelenke/prismatische Gelenke. Diese
besitzen nur einen Freiheitsgrad. Rotatorische Gelenke, wie sie in Abbildung
1.1 schematisch zu sehen sind, ermöglichen eine Drehung um eine fixe Achse,
wohingegen translatorische eine Verschiebung entlang einer solchen Achse ge-
statten. Bei Rotationsgelenken ist die Gelenkvariable der Achswinkel, der die
Drehung um die Achse bezüglich der Nullstellung beschreibt. Bei prismatischen
Gelenken ist die Gelenkvariable die Verschiebung entlang der Achse [vgl. 2, Ka-
pitel 1.2].

Die Menge der Gelenke, oder auch Achsen, eines Roboters definiert seine An-
zahl an Freiheitsgraden (DOF). So besitzt ein Roboter mit drei Achsen also drei
Freiheitsgrade und wird gängig als 3-DOF Roboter bezeichnet. Der in dieser
Arbeit betrachtete 6-DOF-Roboter ist der IRB 4600 der Firma ABB, der nur
Rotationsgelenke verwendet (siehe Abbildung 1.1 und Abbildung 1.2). Je höher
die Anzahl an Freiheitsgraden, desto höher ist die Flexibilität eines Roboters
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Abbildung 1.2: Abmessung IRB 4600.
Quelle: Produktspezifikation IRB 4600

bei der Bewegung im Raum. Dabei ist nicht nur in Betracht zu ziehen wel-
che Positionen im Raum mit welchen Orientierungen erreicht werden können,
sondern auch wie. Ein Roboter mit mehr Freiheitsgarden hat mehr Möglich-
keiten, um denselben Punkt im Raum zu erreichen und damit beispielsweise
auch die Fähigkeit Hindernisse zu umgehen. Um aus den Stellungen der Ach-
sen die Position und Orientierung des Endeffektors bestimmen zu können, oder
aus der Lage auf die Achsstellungen schließen zu können, muss die Kinematik
des Roboters betrachtet werden. Kinematik ist die Bewegungslehre, bei der die
Bewegung unabhängig von der verursachenden Kraft behandelt wird [vgl. 2,
Kapitel 1.2].

Die Vorwärtskinematik eines Roboters beschreibt mathematisch die Lage des
Endeffektors, die sich durch die eingestellten Gelenkvariablen ergibt. Sie ist im-
mer eindeutig und berechenbar. Durch Erhöhen der Freiheitsgrade steigert sich
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die Komplexität unwesentlich. In Kapitel 3.1 wird auf die Vorwärtskinematik
näher eingegangen.

Im Gegensatz dazu beschreibt die Rückwärtskinematik (auch inverse Kine-
matik), welche Gelenkvariablen eingestellt werden müssen, um eine gegebene
Position und Orientierung zu erreichen. Dabei ist die Lösung in den meisten
Fällen nicht eindeutig. Für den IRB 4600 beispielsweise ergeben sich bis zu acht
Lösungen für eine Position und Orientierung. In speziellen Fällen gibt es sogar
unendlich viele Lösungen. Allgemein steigt mit der Erhöhung der Freiheitsgra-
de des Roboters, auch meist die Anzahl der möglichen Lösungen der inversen
Kinematik. Die Lösung der Rückwärtskinematik eines Roboters ist mit das
wichtigste Problem, um ihn praktisch verwenden zu können. Um beispielsweise
ein Werkstück greifen zu können hat man nur Position und Orientierung zur
Verfügung, die der Roboter anfahren muss. Tatsächlich kann man diese Lage
aber nur ansteuern, wenn man die dazu passenden Gelenkvariablen einstellt.
Diese müssen über die Lösung der inversen Kinematik ermittelt werden. In
Kapitel 3.2 wird die Rückwärtskinematik näher betrachtet.

Klassische Möglichkeiten zur Lösung der Rückwärtskinematik sind geschlos-
sene Lösungen, wobei zwischen algebraisch und geometrisch unterschieden wird,
und numerische Lösungen. Ein alternativer Ansatz, der in dieser Arbeit unter-
sucht wird, ist das Trainieren eines neuronalen Netzes (NN) zum Lösen der
inversen Kinematik. Dabei wird die Eigenschaft eines Multilayer Feedforward
Netzwerk (auch als Multilayer Perceptron (MLP) bezeichnet) genutzt, ein uni-
verseller Approximator zu sein [3]. In Kapitel 3.3 wird näher auf die Funkti-
onsweise neuronaler Netze eingegangen. Vorteil hierbei ist, dass die aufwändige
Lösung der Rückwärtskinematik, die für jeden Roboter anders ist, auf die Be-
ziehung von Input und Output Daten reduziert wird. Somit kann die Lösung
automatisiert werden, wenn das Netz richtig trainiert wird, genug Neuronen
in den versteckten Schichten besitzt und eine deterministische Beziehung zwi-
schen Eingangs- und Ausgangsdaten besteht [vgl. 3, Kapitel 3]. Da die Vor-
wärtskinematik immer relativ einfach zu bestimmen ist stellt das Erzeugen von
Trainingsdaten keine Schwierigkeit dar.
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2 Stand der Technik und
Zielsetzung

Abgesehen von den geschlossenen Lösungen der Rückwärtskinematik, gibt es
wie bereits genannt numerische Ansätze und den Ansatz mittels NN. Bei den
numerischen Ansätzen wird die Lösung durch iterative Berechnung angenähert.
Dabei sind sie abhängig von den Anfangswerten und berechnen von den meist
multiplen Lösungen nur eine [vgl. 4, Kapitel 3]. Moderne numerische Lösungen
sind beispielsweise Cyclic Coordinate Descent (CCD) [5], Forward And Back-
ward Reaching Inverse Kinematics (FABRIK) [6] oder auch Ansätze mittels
Particle Swarm Optimization (PSO), wie beispielsweise von Sancaktar [7].

Für verschiedene Manipulatoren wurde bereits in den letzten drei Jahrzehn-
ten die Möglichkeit einer Lösung der inversen Kinematik durch neuronale Net-
ze untersucht. Hierbei wurden für 3-DOF Roboter Netze vorgestellt, die einen
mittleren quadratischen Fehler (MSE), bezogen auf die Achsvariablen, in der
Größenordnung von 10−3 bis 10−9 Radiant aufweisen. Dazu verwendet Köker
[8] ein NN mit einer versteckten Schicht, die aus 40 Neuronen mit sigmoidalen
Aktivierungsfunktionen besteht. Das Netz wurde dabei mit 5.000 Trainingsda-
ten über drei Millionen Iterationen mittels Backpropergation trainiert. Duka
[9] nutzt ebenfalls ein NN mit nur einer versteckten Schicht, die allerdings 100
Neuronen besitzt. Die verwendete Aktivierungsfunktion ist der Tangens hyper-
bolicus. Mit dem Levenberg-Marquardt Trainingsalgorithmus wurde das Netz
mit 1.000 Daten 15 Iterationen lang trainiert. Csiszar [10] verwendet sowohl
für einen 2-DOF als auch einen 3-DOF ein NN mit zwei versteckten Schich-
ten, zu je 50 Neuronen mit der Aktivierungsfunktion Tangens hyperbolicus.
Dabei wurden die Netze mit Levenberg-Marquardt trainiert und einem Daten-
satz von 25.000 Daten für den 2-DOF Roboter, bzw. 75.000 für den 3-DOF
Roboter. Anzumerken ist, dass bei dieser Veröffentlichung zusätzlich die Unge-
nauigkeit des Roboters in Betracht gezogen wurde. Deshalb wurden die Daten
für das Training nicht mit der idealen Vorwärtskinematik erzeugt, sondern der
Vorwärtskinematik wurden noch Fehler innerhalb der Herstellertoleranz hinzu-
gefügt. Zusätzlich wurden die Netzperformance nicht nur mit dem MSE bezogen
auf die Achswinkel präsentiert, sondern auch auf die euklidische Distanz. Der
Fehler beläuft sich dabei auf den Validationsdaten immer unter 0,1 mm. Toqui-
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ca [11] präsentiert für einen 3-DOF Parallelroboter drei trainierte Netze für die
inverse Kinematik. Ein MLP, ein deep Long-Short Term Memory (LSTM) Netz
und ein Gated Recurrent Unit (GRU) Netz. Die beste Performance gemessen
am finalen MSE wies das MLP auf. Das Netz hat zwei versteckte Schichten mit
150 und neun Neuronen. Es wurde mit zwei unterschiedlich großen Datensätzen
gearbeitet. Mit 250.000 und 800.000 Daten, wovon jeweils 70% als Trainings-
und 30% als Validierungsdaten verwendet wurden. Das Training erfolgte hier
anders als bei den zu vorgenannten Veröffentlichungen in Tensorflow. Tejomur-
tula [12] nutzt ein strukturiertes NN, welches zum Teil nichtlineare Gewichte
besitzt und nur die Vorwärtskinematik des Roboters abbildet. Die gewünsch-
te Position wird dann iterativ mittels einer Abwandlung der Backpropergation
ermittelt. Dabei werden nicht wie üblich die Gewichte des Netzes angepasst,
sondern die Inputs.

Für einen Fünfachser erreicht Shah [13] eine Genauigkeit der Größenord-
nung 10−7 Radiant. Dazu ist allerdings eine Einteilung des Arbeitsraums im
dreidimensionalen in acht Quadranten notwendig. Das trainierte Netz besteht
aus drei versteckten Schichten zu je 30 Neuronen, mit einer sigmoidalen Akti-
vierungsfunktion und wird über 500 Iterationen trainiert. Die Größe des Da-
tensatzes wird nicht genannt, es wird nur angegeben, dass sich die Daten in
einem einzigen Quadranten befinden. Zusätzlich wird die Genauigkeit für den
trainierten Bereich anhand eines realen Roboters und mit einem Kamerasys-
tem ermittelt. Für diesen Bereich wird eine erreichte Wiederholungsgenauigkeit
von ± 0,05mm angegeben. Die Abweichung von der Sollposition beträgt dabei
minimal 0,05mm und maximal 0,15mm bezogen auf eine Koordinatenachse.

Für Roboter mit sechs Achsen liegt der MSE einzelner Netze in verschiedenen
Publikationen bei einer Größenordnung von 100 Radiant. Von Köker werden da-
bei einmal [14] rekursive neuronale Netze verwendet, die eine versteckte Schicht
zu jeweils 40, 60 und 70 Neuronen mit sigmoidalen Aktivierungsfunktionen
beinhalten. Trainiert wird hier mit einem Datensatz der Größe 3.000 über eine
Million bis 1,3 Millionen Iterationen. In einer weiteren Veröffentlichung [15] wer-
den feed-forward NN, ebenfalls mit einer versteckten Schicht, deren Neuronen
sigmoidale Aktivierungsfunktionen haben, verwendet. Die Anzahl der Neuro-
nen variiert zwischen 18 und 28. Diese Netze werden mit Datensätzen von 5.000
Daten über ca. 1.000 Iterationen trainiert. Bei Aggarwal [16] wird ein NN, mit
30 Neuronen in der versteckten Schicht, verwendet. Die Aktivierungsfunktion
ist Tangens hyperbolicus. Trainiert wurde das Netz mit 1.000 Daten über zehn
Iterationen mit dem Levenberg-Marquardt Trainingsalgorithmus.

Die Parallelschaltung dreier Netze ermöglichte ein verringern des Fehlers auf
ca. 2 · 10−2 Radiant [14]. Mit zehn Netzen erreicht Köker einen MSE von ca.
6 · 10−3 Radiant [15]. In beiden Veröffentlichungen werden die Achsvariablen
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ermittelt, indem mit Hilfe der Vorwärtskinematik überprüft wird, welche Aus-
gabe der einzelnen Netze die geringste euklidischen Distanz zur Sollposition
aufweist.

Mit einem zusätzlichen iterativen Schritt erreicht Köker [17] einen deutlich
niedrigeren MSE von 9 ·10−7 (vermutlich in Radiant, die Einheit ist in der Ver-
öffentlichung nicht eindeutig benannt). Dazu werden drei rekursive neuronale
Netze verwendet mit 18, 20 und 25 versteckten Schichten die fünf bis 40 Neu-
ronen besitzen. Trainiert wurden die Netze mit je einem Datensatz von 4.000
Daten über ca. 1.000 Iterationen. Der MSE der einzelnen Netze liegt dabei bei
ca. 2 ·101. Der beste Output der Netze wird mit einem genetischen Algorithmus
über maximal 100 Iterationen verbessert.

Der erzielte MSE mit Multi Layer Perceptrons für 6-DOF Roboter für den
gesamten Arbeitsbereich und ohne zusätzlichen Iterativen Schritt ist unzurei-
chend, um die Netze in der Praxis gebrauchen zu können. Selbst die Paral-
lelschaltung von mehreren Netzen wie beispielsweise in [15] ergibt im Mittel
eine Abweichung von ≈ 0, 08 Radiant, also ≈ 4, 5°. Das entspricht einem Fehler
von mindestens 1,25% pro Achse, bezogen auf den Achswinkelbereich, der bei
genannter Veröffentlichung maximal bei -180° bis 180° liegt.

Ziel dieser Arbeit ist es ein möglichst in der Praxis verwendbares NN für den
IRB 4600-60/2.05 zu trainieren. Das heißt, dass der Fehler sich im Genauig-
keitsbereich des Roboters bewegen sollte. Bezogen auf die euklidische Distanz
von Soll- und Ist-Position, soll der Fehler beispielsweise deutlich unter einem
Millimeter liegen. Dazu soll lediglich die bekannte Vorwärtskinematik und die
geometrischen Eigenschaften des Roboters einbezogen werden.

Um das zu erreichen, soll ein ausreichend großer Datensatz verwendet wer-
den, der sicherstellt, dass das NN für den Arbeitsbereich des Manipulators eine
ausreichend genaue allgemeine Lösung der Rückwärtskinematik realisiert. Dazu
wird es nötig sein, anders als bei den genannten Veröffentlichungen, auf einer
starken GPU zu trainieren, um die Zeit zum Trainieren des Netzes möglichst
gering zu halten. Außerdem wird später auch mit Tensorflow anstatt mit MAT-
LAB gearbeitet, da dort andere Optimierungsalgorithmen schon implementiert
sind und sich vor allem auch spezielle Auswertungen und angepasste Übertra-
gungsfunktionen oder Layer leichter implementieren lassen.

In dieser Arbeit wird mit MATLAB die Deep Learning Toolbox für das Erstel-
len und Trainieren der Netze verwendet. Mit der Parallel Computing Toolbox
kann die Optimierung auf die Grafikkarte ausgelagert werden. Für das Training
in MATLAB wurde eine NVIDIA GeForce RTX 2060 (6GB Speicher) verwen-
det. Die Netze in Tensorflow wurden auf dem GPU-Server des Forschungszen-
trums Digital Factory Vorarlberg trainiert. Dort ist eine QUADRO RTX 6000
(24GB Speicher) verwendet worden.
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3 Zugrundeliegende Theorien
und Techniken

Für die Umsetzung musste sowohl die Vorwärtskinematik des IRB bestimmt
werden, um Daten generieren zu können, als auch zwischen den mehrdeutigen
Lösungen der Rückwärtskinematik unterschieden werden können. Zum Trainie-
ren eines NN werden fast immer gradientenbasierte Optimierungsalgorithmen
angewendet. Die beiden hier verwendeten Algorithmen, Scaled Conjugated Gra-
dient und Adams basieren auf dem Backpropergation Algorithmus. Da diese
Themen die Grundlage für diese Arbeit bilden, wird in diesem Kapitel auf sie
eingegangen. Hierbei werden die Vorwärtskinematik und das Problem der Mehr-
deutigkeit bei der inversen Kinematik genauer behandelt als die Algorithmen
zum Trainieren der Netze, weil diese nur verwendet wurden, die Vorwärtski-
nematik hingegen implementiert werden musste und die Unterscheidung der
mehrdeutigen Lösungen der Rückwärtskinematik, die einen großen Einfluss auf
das Training der Netze hat, erschlossen werden musste.

3.1 Vorwärtskinematik

Wie bereits in Kapitel 1 erwähnt, wird durch die Vorwärtskinematik die Positi-
on und Orientierung eines Roboters abhängig von den Achsvariablen bestimmt.
Im Fall des IRB 4600 sind die Achsvariablen, die Achswinkel θ1 bis θ6. Dieser
Abschnitt wird kurzgehalten und zeigt nur die wesentlichen Punkte zur Bestim-
mung der Vorwärtskinematik auf und stellt dann die Vorwärtskinematik für den
IRB 4600 vor. Eine detaillierte Beschreibung der Vorwärtskinematik findet sich
beispielsweise bei Craig [2]. Die verwendete abgewandelte Denavit-Hartenberg
(DH) Notation, die die kinematische Kette einheitlich beschreibt, wird in dieser
Arbeit von Craig [2] übernommen.

Um die Vorwärtskinematik bestimmen zu können benötigt man bei rotatori-
schen Gelenken noch drei weitere Parameter pro Gelenk. Das sind die Armlänge,
die Armverdrehung und der Gelenkversatz. Diese und der Achs-/Gelenkwinkel
sind wie folgt definiert:
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• Armlänge ai−1: Abstand entlang der gemeinsamen Normalen der Achsen
i− 1 und i.

• Armverdrehung αi−1: Drehwinkel im Rechtssinn zwischen den Achsen i−1
und i, wenn die Achse i um ai−1 entlang der Normalen in Richtung Achse
i− 1 verschoben wird.

• Gelenkversatz di: Abstand von ai−1 zu ai entlang der Achse i.

• Gelenkwinkel θi: Winkel zwischen den Normalen ai−1 und ai.

Abbildung 3.1: Parameter/Variablen zur Bestimmung der Vorwärtskinematik.
Quelle: [2]

Zur Veranschaulichung werden die Größen in Abbildung 3.1 dargestellt. Nach
Konvention, werden die Parameter an den Enden der kinematischen Kette null
gesetzt, da sie per Definition nicht bestimmt werden können (also frei wählbar
sind): a0 = α0 = d1 = dn = 0. 1 Dadurch vereinfacht sich die Berechnung der
Vorwärtskinematik.

Um die Positionen und Orientierungen der einzelnen Glieder beschreiben zu
können, müssen eben diesen nun noch Bezugssysteme zugeordnet werden. Dabei
wird nach DH-Konvention wie folgt vorgegangen:

1Im Fall eines translatorischen Gelenk: a0 = α0 = θ1 = θn = 0
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1. Gelenkachsen als Geraden im Raum darstellen. Für 2. bis 5. sind zwei
benachbarte Achsen notwendig.

2. Der Ursprung des Bezugssystems {i} wird dort angebracht, wo die Achse
i und die gemeinsame Normale sich berühren oder sich Achse i und i− 1
schneiden.

3. Die Achse Zi ist identisch mit der Achse i.

4. Die Achse Xi zeigt entlang der gemeinsamen Normalen von i − 1 und
i, oder entlang der Normalen der Ebene, in der sich die beiden Achsen
schneiden.

5. Achse Yi wird so festgelegt, dass sich ein rechtshändiges Koordinatensys-
tem ergibt.

6. Das Basisbezugssystem {0} wird so festgelegt das es mit {1} identisch ist
wenn die erste Gelenkvariable 0 ist. Ursprung und Xi des Basisbezugssys-
tems {N} können frei gewählt werden. Es empfiehlt sich allerdings beides
so festzulegen das möglichst viele Parameter zu 0 werden.

Nach dieser Konvention ergeben sich dann die DH-Parameter ai−1, αi−1, di
und θi [vgl. 2, Kapitel 3.4]. Diese sind gleich den oben vorgestellten Parametern
und werden deshalb hier nicht noch einmal definiert.

Für den IRB 4600 findet sich das Anbringen der Bezugssysteme und das
Bestimmen der DH-Parameter im Anhang. Tabelle 3.1 zeigt die resultierenden
Parameter.

i αi−1 ai−1 di θi
1 0° 0 495 θ1
2 -90° 175 0 θ2
3 0° 900 0 θ3-90°
4 90° 175 -960 θ4
5 -90° 0 0 θ5
6 -90° 0 135 θ6+180°

Tabelle 3.1: DH-Parameter für den IRB 4600.

Da die Bezugssysteme und die DH-Parameter bestimmt sind, lässt sich nun
durch die Transformation von {0} nach {N}, für den IRB also {6}, die Endef-
fektor Position und Orientierung bestimmen. Dazu werden die Transformations-
matrizen von jedem Bezugssystem zum nächsten bestimmt [vgl. 2, Gleichung
3.6].
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0
1T =


cos(θ1) −sin(θ1) 0 a0

sin(θ1)cos(α0) cos(θ1)cos(α0) −sin(α0) −sin(α0)d1
sin(θ1)sin(α0) cos(θ1)sin(α0) cos(α0) cos(α0)d1

0 0 0 1



=


cos(θ1) −sin(θ1) 0 0

sin(θ1) · 1 cos(θ1) · 1 0 0 · 495
sin(θ1) · 0 cos(θ1) · 0 1 1 · 495

0 0 0 1



=


cos(θ1) −sin(θ1) 0 0
sin(θ1) cos(θ1) 0 0

0 0 1 495
0 0 0 1



(3.1)

Für die restlichen Transformationsmatrizen werden nur die Ergebnisse prä-
sentiert.

1
2T =


cos(θ2) −sin(θ2) 0 175

0 0 1 0
−sin(θ2) −cos(θ2) 0 0

0 0 0 1

 (3.2)

2
3T =


cos(θ3 − 90◦) −sin(θ3 − 90◦) 0 900
sin(θ3 − 90◦) cos(θ3 − 90◦) 0 0

0 0 1 0
0 0 0 1

 (3.3)

3
4T =


cos(θ4) −sin(θ4) 0 175

0 0 −1 960
sin(θ4) cos(θ4) 0 0

0 0 0 1

 (3.4)

4
5T =


cos(θ5) −sin(θ5) 0 0

0 0 1 0
−sin(θ5) −cos(θ5) 0 0

0 0 0 1

 (3.5)

5
6T =


cos(θ6 + 180◦) −sin(θ6 + 180◦) 0 0

0 0 1 135
−sin(θ6 + 180◦) −cos(θ6 + 180◦) 0 0

0 0 0 1

 (3.6)

Die Gesamttransformation ergibt sich durch das Multiplizieren aller Matri-
zen.
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0
6T = 0

1T
1
2 T

2
3 T

3
4 T

4
5 T

5
6 T

=


r11 r12 r13 px
r21 r22 r23 py
r31 r32 r33 pz
0 0 0 1

 (3.7)

Mit Gleichung 3.72 lässt sich nun die Position und Orientierung des Endeffek-
tors vollständig beschreiben. Aus dem Rotationsteil der Transformationsmatrix
0
6T lassen sich die Z-Y-X Eulerwinkel (auch intrinsische Eulerwinkel genannt)
berechnen. Die Eulerwinkel beschreiben die Rotation vollständig. Folglich sind
die Einträge der Rotationsmatrix nicht unabhängig. Weil nach LeCun [18] ein
Netz schneller lernt, wenn die Inputs nicht miteinander korrelieren, ist es sinn-
voll aus der Rotationsmatrix die Eulerwinkel zu bestimmen. Außerdem ist es
für den Anwender intuitiver die Eulerwinkel als Input anzugeben, anstatt der
Rotationsmatrix.

Nach Craig [2] ist der Zusammenhang der intrinsischen Eulenwinkel und der
Rotationsmatrix wie folgt:

β = Atan2(−r31,±
√

r211 + r221) (3.8)

β ̸= ±90◦ : α = Atan2(r21/cos(β), r11/cos(β))

β = ±90◦ : α = 0, 0
(3.9)

β ̸= ±90◦ : γ = Atan2(r32/cos(β), r33/cos(β))

β = +90◦ : γ = Atan2(r12, r22)

β = −90◦ : γ = −Atan2(r12, r22)

(3.10)

Nach Gleichung 3.8 gibt es für β zwei Lösungen. Darum wählt man den
Winkel β so, dass er zwischen -90° und 90° liegt.

Damit kann für den IRB aus θ1 bis θ6 die Position px, py und pz, sowie die
Orientierung α, β und γ bestimmt werden. Die Vorwärtskinematik ist somit
vollständig beschrieben.

3.2 Mehrdeutigkeit der Rückwärtskinematik

Um die inverse Kinematik zu lösen, kann man sich beispielsweise der Vor-
wärtskinematik bedienen und die dort aufgestellten Beziehungen zwischen den
Achsvariablen und der Lage des Endeffektors heranziehen. So lassen sich mit

2Das ausmultiplizieren übernimmt MATLAB respektive Tensorflow. Eine händische Berech-
nung findet sich im Anhang.
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unterschiedlichen Verfahren Gleichungen aufstellen, mit denen die Achswinkel
abhängig von der Position und Orientierung des Endeffektors ausgedrückt wer-
den können. Dabei ist vor allem anzumerken, dass die Lösung selten eindeutig
ist.

Abbildung 3.2: Vier Lösungen für eine Lage.
Quelle: eigene Ausarbeitung
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Für den IRB 4600 gibt es bis zu acht Lösungen, das lässt sich aus den DH-
Parametern für ai ableiten [vgl. 2, Kapitel 4]. Zur Veranschaulichung zeigt Ab-
bildung 3.2 vier Lösungen. Da die Lösungen in denen die Zentralhand (ZH) die
alternative Stellung einnimmt optisch nicht zu unterscheiden sind, werden diese
in Abbildung 3.2 weggelassen.

Die Mehrdeutigkeit ist auch bei der Lösung der Rückwärtskinematik mit ei-
nem NN zu beachten. Sie macht es unmöglich, dass der Netzwerkfehler gegen
null konvergieren kann, wenn das Netz nicht zwischen den Lösungen unterschei-
den kann.

Ein hier verwendeter Ansatz ist dem Netz durch einen weiteren Input an-
zugeben, welche der Lösungen berechnet werden soll. Eine weitere Möglichkeit
wäre, wie in Kapitel 4.5 behandelt, für jede der möglichen Lösungen ein sepa-
rates Netz zu trainieren. In jedem Fall muss im Vorhinein bestimmt werden,
wie zwischen den Lösungen unterschieden werden kann. Betrachtet man den
IRB weist er drei Eigenschaften auf, zwischen denen die Lösungen unterschie-
den werden können: Die Stellung der ZH, des Ellbogens und der ersten Achse.
Diese besitzen jeweils zwei mögliche Zustände.

Für die Stellung der ZH muss lediglich unterschieden werden, ob Achse fünf
positiv oder negativ ist. Die Position der ZH ist die Position von Achse fünf.

Abbildung 3.3: Zu berücksichtigender Winkel für Ellbogenstellung.
Quelle: Abwandlung aus [1]

Die Achse eins richtet den Roboterarm in der XY-Ebene auf die Ziellage
aus. Dabei gibt es zwei Möglichkeiten. Achse eins kann entweder auf die ZH
gerichtet sein, oder genau um 180° gedreht von der Position weg zeigen. Achse
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eins ist also dann nach vorne oder nach hinten gerichtet. Wenn v1 der Vektor
vom Ursprung zur Achse zwei ist und v2 vom Ursprung zur ZH, dann lässt sich
aus dem Winkel zwischen der Projektion von v1 und v2 auf die XY-Ebene, v1′
und v2′, die Ausrichtung der Achse eins feststellen. Beträgt der Winkel 0°, dann
ist Achse eins nach vorne gerichtet, ist er ± 180°, so ist Achse eins nach Hinten
gerichtet.

Beim Ellbogen wird zusätzlich der Winkel ϵ zwischen der Gerade a, die durch
Gelenk zwei und drei, und der Gerade b, die durch Gelenk drei und fünf geht, zur
Unterscheidung benötigt (siehe Abbildung 3.3). Mit dem Satz des Pythagoras
und dem Kosinussatz lässt sich ϵ berechnen:

ϵ = Acos(
175√

9602 + 1752
) ≈ 10, 33◦ (3.11)

Zur Unterscheidung der Lösungen des Ellbogens, muss betrachtet werden, wie
die zwei Lösungen zustande kommen. Dabei entspricht die Unterscheidung hier
nicht der Ellbogenstellung, die üblicherweise in der Robotik betrachtet wird.

Unter der Annahme, dass Achswinkel eins bestimmt ist, müssen Achse zwei
und drei die Länge zwischen Achse zwei und der Position der ZH einstellen.
Dazu gibt es zwei Möglichkeiten, solange die Länge zwischen der minimal und
maximal möglichen Länge liegt. Bei der einen Lösung befindet sich der Mit-
telpunkt der ZH oberhalb der Geraden, die durch Achse zwei und drei geht,
bei der Zweiten unterhalb. Für diese Betrachtung wird das Koordinatensystem
der Achse zwei herangezogen. Die Unterscheidung ergibt Winkelbereiche für die
dritte Achse die in Abbildung 3.4 veranschaulicht werden.

Dabei zeigt der orangene äußere Halbkreis die Position des Mittelpunkts der
ZH für die erste Lösung, wenn also die Position oberhalb liegt. Der blaue äußere
Halbkreis zeigt genau das Gegenteil, wenn der Mittelpunkt der ZH unterhalb
der Geraden liegt, die durch Achse zwei und drei läuft. Die beiden kleineren
Halbkreise zeigen hingegen den Winkelbereich von Achse drei an, unter dem
der Mittelpunkt der ZH in die entsprechenden Positionen (oberhalb/unterhalb)
gebracht wird. Oberhalb liegt der Mittelpunkt der ZH dann, wie zu sehen ist,
für Winkel zwischen -180°+ϵ und ϵ. Unterhalb liegt er dementsprechend für die
Winkel zwischen -180° und -180°+ϵ, sowie zwischen ϵ und 180°. Der Vektor Lmax

(rot) zeigt dabei die maximale Länge an, die zwischen Achse zwei und dem Mit-
telpunkt der ZH eingestellt werden kann, und Lmin (grün) die minimale Länge.
Pmax und Pmin sind dementsprechend die Positionen der ZH für die maximale
und minimale Länge. P0 ist die Position der ZH in der Ausgangsstellung, also
wenn Achse drei einen Winkel von 0° hat.

Ausgehend von dem maximalen Arbeitsbereich, das heißt jede Achse läuft
von -180° bis 180°, werden die Stellungen wie folgt definiert:
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Abbildung 3.4: Unterscheidung der Ellbogen Stellung.
Quelle: eigene Ausarbeitung

• Die ZH ist positiv wenn θ5 positiv ist.

• Die ZH ist negativ wenn θ5 negativ ist.

• Der Mittelpunkt der ZH ist unten, wenn: ϵ < θ3 ≤ 180° oder -180° ≤ θ3 <
-180°+ϵ.

• Der Mittelpunkt der ZH ist oben, wenn: -180°+ϵ < θ3 < ϵ.

• Die erste Achse ist nach vorne gerichtet, wenn der Winkel zwischen v1′

und v2′ null ist.

• Die erste Achse ist nach hinten gerichtet, wenn der Winkel zwischen v1′

und v2′ ±180° ist.

Kombiniert ergeben sich acht Möglichkeiten die durch Tabelle 3.2 definiert
werden.

Der Spezialfall θ5 = 0 führt zum einen dazu, dass nicht mehr ausgesagt
werden kann, ob die ZH positiv oder negativ ist, zum anderen sind in diesem
Fall auch unendlich viele Lösungen möglich. Die Achswinkel θ4 und θ6 können
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Lösung erste Achse Mittelpunkt der ZH ZH
1 hinten unten negativ
2 vorne unten negativ
3 hinten oben negativ
4 vorne oben negativ
5 hinten unten positiv
6 vorne unten positiv
7 hinten oben positiv
8 vorne oben positiv

Tabelle 3.2: Mögliche Lösungen der Rückwärtskinematik.

nämlich immer um denselben Wert in entgegen gesetzte Richtungen gedreht
werden. So ergibt sich immer dieselbe Endeffektor Orientierung. Für den Fall,
dass genau die maximale oder die minimale Länge zwischen Achse zwei und
der ZH eingestellt werden muss, gibt es für den Ellbogen nur eine Lösung. Tritt
einer dieser Spezialfälle beim Generieren der Daten auf, wird der Lösungsindex
mit null beziffert. Bei den später generierten Datensätzen sind diese Spezialfälle
nie aufgetreten.

Die inverse Kinematik des IRB hat also bis zu acht Lösungen, die anhand
von geometrischen Eigenschaften unterschieden werden können, wie in diesem
Kapitel aufgezeigt wurde. Zur Lösung der Rückwärtskinematik wird in dieser
Arbeit der Ansatz mit einem Neuronalen Netz untersucht. Durch die hier ge-
wählten Definitionen ist es nun möglich Daten zu generieren, die dem Netz die
Möglichkeit bieten beim Training zwischen den Lösungen zu unterscheiden. Um
eine Lösung mit einem NN zu realisieren, wird nun noch ein Verständnis für die
Funktionsweise und das Trainieren neuronaler Netze benötigt. Damit befasst
sich das nachfolgende Kapitel.

3.3 Neuronale Netze

Künstliche Neuronale Netze (KNN) sind an die biologische Funktionsweise von
menschlichen und tierischen Nervensystemen angelehnt. Ein Knotenpunkt von
mehreren Nervensträngen, das Neuron, bekommt dabei durch einzelne Inputs
Informationen von anderen Nervenzellen. Abhängig von den Inputs, gibt das
Neuron selbst Informationen über Nervenstränge weiter [vgl. 19, Kapitel 2.2].

Bei einem KNN bekommt ein Neuron (siehe Abbildung 3.5) ebenfalls über
Inputs unterschiedliche Informationen von anderen Neuronen, die über die Ge-
wichtung der Inputs in ihrer Relevanz für das Neuron unterschieden werden. Die
Summe dieser gewichteten Inputs ergeben eine Aktivierung, die von einer Ak-
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tivierungsfunktion verarbeitet wird. Das Ergebnis dieser Aktivierungsfunktion
ist der Output des Neuron, der an alle anderen mit diesem Neuron verbundenen
Neuronen übermittelt wird [vgl. 19, Kapitel 4.2].

Abbildung 3.5: Beispielhafte Darstellung eines Neuron.
Quelle: Abwandlung aus [19]

Das einfachste NN, welches so erstellt werden kann, ist ein Output-Neuron,
das einen Input besitzt und die Informationen nur in eine Richtung verarbeitet.
Die Komplexität lässt sich steigern, indem mehr Neuronen hinzugefügt werden,
mehr Inputs und Outputs, aber auch indem versteckte Neuronen eingefügt wer-
den. Versteckte Neuronen sind Neuronen, die als Inputs Outputs anderer Neu-
ronen erhalten und ihre Outputs wiederum Inputs für andere Neuronen sind.
Sie sind vor der Umgebung in dem das Netz arbeitet versteckt, haben also kei-
nen direkten Berührungspunkt mit ihr [vgl. 19, Kapitel 4.1]. Komplexer wird
es dann noch, wenn diese Outputs nicht nur in eine Richtung weitergegeben
werden, sondern auch zu vorherigen Neuronen, oder an sich selbst.

Eine Menge an Input-Neuronen und eine Menge an Output-Neuronen wird
als Input-Schicht respektive Output-Schicht bezeichnet. Ebenso besteht eine
versteckte Schicht aus einer Menge versteckter Neuronen derselben Ebene.

Im Weiteren wird nur auf die verwendeten MLP eingegangen. Ein MLP zählt
zu den feedforward Netzen, dass bedeutet Neuronen bekommen nur Inputs von
der vorangegangenen und nicht von der nächsten oder aus der eigenen Schicht.
MLP’s bestehen aus einer Input, mindestens einer versteckten und einer Output
Schicht [20].

Das allgemeine MLP (in Abbildung 3.6 zu sehen) besitzt n Inputs o01...n, die
über h versteckte Schichten, mit unterschiedlicher Anzahl an Neuronen, zu m
Outputs oh+1

1...m verarbeitet werden. Die Neuronen in den versteckten Schichten
produzieren einen Output oki , der das Ergebnis der Aktivierungsfunktion f(x)
ist, die wiederum abhängig von der Summe der gewichteten Outputs der voran-
gegangenen Schicht ist. Ebenso produzieren die Neuronen der Ausgangsschicht
einen Output abhängig von der letzten versteckten Schicht [vgl. 19, Kapitel
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4.2]. Für beispielsweise die erste versteckte Schicht gilt damit für das Neuron i:

o1i = f(
n∑

j=1

w1
ijo

0
j) (3.12)

Abbildung 3.6: Allgemeines MLP.
Quelle: Abwandlung aus [21]

Nun muss ein Netz noch für seine Aufgabe trainiert werden, was bedeutet das
die Ausgabe eines untrainierten Netzes noch fehlerhaft ist. Wenn die erwartete
Ausgabe des Netzes t1...m ist, weist das Netz einen Fehler pro Output auf, der
beispielsweise als quadratischer Fehler wie folget ausgedruckt werden kann:

e1...m =
1

2
(t1...m − oh+1

1...m)
2 (3.13)

Dabei wird der quadratische Fehler halbiert, um später die Ableitung der Fehler-
funktion zu vereinfachen. Die Ableitung wird im folgenden Abschnitt benötigt,
um den Einfluss der einzelnen Neuronenausgaben und der Gewichte auf den
Gesamtfehler ermitteln zu können. Der gesamte Fehler des Netzes ist dann:

E =
m∑
i=1

ei (3.14)

Ziel ist es diesen Fehler zu minimieren.
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3.3.1 Backpropergation

Der Backpropagation-Algorithmus (BP) ist der am häufigsten verwendete Al-
gorithmus beim Trainieren neuronaler Netze. Da die beiden in dieser Arbeit
verwendeten Algorithmen auf der BP basieren, wird hier kurz darauf eingegan-
gen.

Der Algorithmus ist eine Minimierung des Fehlers nach Gradient Descent
(GD). Prinzipiell wird hierbei ein Schritt entlegen der negativen Steigung (wie
der Name Gradient Descent schon herausstellt) in einem betrachteten Punkt
einer Funktion gegangen. Die Steigung ist die erste Ableitung dieser Funktion
in diesem Punkt. Für die Optimierung eines Netzes ist das die Funktion des
Netzwerkfehlers E, die abhängig von den Gewichten des Netzes ist. Das Pro-
blem bei der Funktion E ist, dass die partielle Ableitung für jedes Gewicht
gebildet werden muss, um den Gradienten zu berechnen.

Backpropagation kann mit Rückverfolgung übersetzt werden und genau das
macht der Algorithmus, er verfolgt den Fehler des Netzes zurück auf die anpass-
baren Parameter des Netzes, die Gewichte und Bias, um diese dann entspre-
chend zu optimieren. Im Weiteren wird ein Bias als Gewicht betrachtet, der mit
einem konstanten Input von eins multipliziert wird. Für eine umfassende und
anschauliche Erklärung zur BP wird an dieser Stelle auf Rojas [21] verwiese.
Dort werden eine Erklärung und Herleitung mittels Graphen vorgestellt, die
gleichzeitig einen Ansatz zur Implementierung bietet.

Damit der Algorithmus angewendet werden kann müssen die Aktivierungs-
funktionen differenzierbar sein. Denn der Fehlergradient ∇E, der die partiellen
Ableitungen von E nach den Gewichten w darstellt, muss berechnet werden.
Mit dem Gradienten lassen sich die Gewichte wie folgt iterativ optimieren [vgl.
21, Kapitel 7.2.1]:

∆wk
ij = −γ

∂E

∂wk
ij

(3.15)

Dabei ist γ die sogenannte Lernrate. Damit wird die Schrittgröße entlang des
Gradienten skaliert.

Betrachtet man ein Netz mit einem Input x, einem versteckten Neuronen
mit der Aktivierungsfunktion g(x) und einem Output-Neuronen mit der Akti-
vierungsfunktion f(g(x)), ergibt sich für die feed-forward Berechnung: f(g(x)).
Nun speichert man noch für jedes Neuron sowohl das Ergebnis der Aktivierungs-
funktion als auch das der Ableitung der Aktivierungsfunktion (siehe Abbildung
3.7).

Legt man nun am Ausgang des Netzes eine eins an und rechnet das Netzwerk
rückwärts, diesmal mit den Ableitungen, ergibt sich am Eingang die Ableitung
des gesamten Netzes (siehe Abbildung 3.8).
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Abbildung 3.7: Ergebnis der feed-forward Berechnung.
Quelle: [21]

Abbildung 3.8: Ergebnis der Backpropergation.
Quelle: [21]

Fügt man noch die Gewichte ein ergibt sich für die feed-forward Berechnung
f(w2g(w1x)) und rückwärts f ′(w2g(w1x))g

′(w1x)w1. Rojas [21] zeigt, dass auch
bei komplexeren Netzen die Ableitung immer richtig durch die Rückwärtsbe-
rechnung ermittelt wird. Nun fügt man noch ein weiteres Neuron am Ausgang
hinzu, welches den Fehler des Outputs zum Sollwert t berechnet. Dieses Neu-
ron speichert sowohl den berechneten Fehler 1

2
(f(w2g(w1x))− t)2, als auch die

Ableitung dieser Berechnung:

d(1
2
(f(w2g(w1x))− t)2)

d (f(w2g(w1x))− t)
= f(w2g(w1x))− t (3.16)

Multipliziert man wieder die einzelnen Ableitungen erhält man die Ableitung
des Netzwerkfehlers ∆E

dE

dx
= (f(w2g(w1x))− t)f ′(w2g(w1x))g

′(w1x)w1 (3.17)

Zu bemerken ist hierbei das Gleichung 3.17 fast der partiellen Ableitung von
E nach w1 entspricht.

∂E

∂w1

= (f(w2g(w1x))− t)f ′(w2g(w1x))g
′(w1x)x (3.18)
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Daher lässt sich die partielle Ableitung von E nach w1 auch berechnen, in-
dem die einzelnen gespeicherten Ableitungen bis zum Knoten eins miteinander
multipliziert werden und dieses Ergebnis dann mit dem Input des Knoten eins
multipliziert wird. Die partielle Ableitung von E nach w2 müsste dann folg-
lich berechnet werden können, indem alle gespeicherten Ableitungen bis zum
zweiten Knoten multipliziert werden und dann der Input vom zweiten Knoten
ebenfalls multipliziert wird. Das ist auch der Fall:

∂E

∂w2

= (f(w2g(w1x))− t)f ′(w2g(w1x))g(w1x) (3.19)

Multipliziert man nun δE
δw2

mit −γ erhält man nach Gleichung 3.15 den Kor-
rekturwert für w2.

Da dies nach Rojas [21] allgemein für jedes Gewicht gilt lässt sich durch
folgende Schritte der Backpropergation-Algorithmus umsetzen [vgl. 21, Kapitel
7.3.2]:

• Feed-Forwardberechnung durchführen.

• Backpropergation zur Output-Schicht durchführen.

• Backpropergation zu den versteckten Schichten durchführen.

• Gewichte anpassen.

Zusammenfassend ist also festzuhalten, dass sich die Gewichte des Netzes
schrittweise anpassen lassen, wenn der Fehlergradient des Netzes berechnet wer-
den kann. Die partiellen Ableitungen lassen sich leicht berechnen, wenn für jedes
Neuron sowohl sein Output als auch die Ableitung gespeichert wird. So ergibt
sich die gesuchte Ableitung als Produkt der gespeicherten Ableitungen bis zum
entsprechenden Gewicht, wiederum multipliziert mit dem Input, auf den das
Gewicht angewendet wird.

3.3.2 Scaled Conjugated Gradient

Für die ersten Versuche in MATLAB ein Netz zu trainieren war der Optimie-
rungsalgorithmus Scaled Conjugated Gradient (SCG) eine naheliegende Wahl,
da er nicht parametriert werden muss.

Der SCG gehört zu der Klasse der Conjugated Gradient (CG) Algorithmen.
Nach Møller [22] unterscheiden sich die CG Optimierungsalgorithmen, von de-
nen die auf dem GD basieren, indem sie die Suchrichtung und die Schrittgröße
anders wählen. Der GD basiert auf der Annäherung der Fehlerfunktion E mit-
tels Taylorreihe, die nach dem ersten Glied abgebrochen wird. [vgl. 22, Kapitel
3]:
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E(w̃ + ỹ) ≈ E(w̃) + E ′(w̃)T ỹ (3.20)

Dabei ist w̃ ein Vektor, der alle Gewichte enthält. Die CG Algorithmen hinge-
gen beziehen Informationen aus der Taylorentwicklung mit dem zweiten Glied
ein. [vgl. 22, Kapitel 4]:

E(w̃ + ỹ) ≈ E(w̃) + E ′(w̃)T ỹ +
1

2
ỹTE ′′(w̃)T ỹ (3.21)

Da der Rechenaufwand für die zweite Ableitung E ′′(w) (auch Hessian-Matrix)
hoch ist, die für die Berechnung der Schrittgröße benötigt wird, verwendet man
oft eine Liniensuche, um die Schrittweite anzunähern.

Møller [22] zeigt zwei Probleme des CG auf. Zum einen funktioniert der CG
nur für Funktionen mit positiv definiten Hessian-Matrizen, zum anderen kann
die im CG verwendete quadratische Annäherung unzureichend sein, wenn die
aktuellen Gewichte weit von den optimalen Gewichten entfernt sind.

Die Unterschiede des SCG zum CG sind [vgl. 22, Kapitel 5]: Es wird an-
statt der Liniensuche eine nicht symmetrische Annäherung für den Term s̃k =
E ′′(w̃k)p̃k verwendet

s̃k = E ′′(w̃k)p̃k ≈
E ′(w̃k + σkp̃k)− E ′(w̃k)

σk

; 0 < σk ≪ 1 (3.22)

und es wird die Hessian-Matrix immer so skaliert, dass sie positiv definit ist.
Dazu wird zu s̃k noch λkp̃k addiert.

s̃k = E ′′(w̃k)p̃k ≈
E ′(w̃k + σkp̃k)− E ′(w̃k)

σk

+ λkp̃k (3.23)

Weitere Details und eine Beschreibung zur Implementierung sind in Kapitel
5 von Møller [22] zu finden.

3.3.3 Adam

Der Adam Algorithmus ist ebenfalls ein Optimierungsalgorithmus für NN und
wird in dieser Arbeit zum Trainieren der Netze in Tensorflow verwendet. Adams
wurde für das Optimieren stochastischer Funktionen entwickelt. Dabei wird das
erste und zweite statistische Moment des Gradienten adaptiv geschätzt. Aus den
Momenten werden individuelle und adaptive Lernraten für die Parameter des
NN ermittelt [vgl. 23, Kapitel. 1]. Anders als der reguläre BP Algorithmus und
der SCG, basiert Adam nicht auf dem GD sondern auf seiner stochastischen
Variante: Stochastic Gradient Descent (SGD).

Der SGD ist identisch mit dem GD mit der Ausnahme, dass bei der stochas-
tischen Variante nur ein zufälliger Datenpunkt pro Iteration zur Anpassung der
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Parameter betrachtet wird. Vorteil ist, dass der Rechenaufwand und Speicher-
aufwand pro Iteration sinken. Der Nachteil besteht darin, dass die Genauigkeit
durch das statistische Rauschen, welches durch zufälliges Wählen der Daten-
punkte einsteht, begrenzt wird [vgl. 24, Kapitel 3.2]. In der Praxis werden oft
nicht einzelne Datenpunkte, sondern eine Untermenge größer als eins verwen-
det. Diese Menge an Trainingsdaten wird als Batch bezeichnet. Für die Un-
tersuchung des Adam Algorithmus wurde bei Kingma [23] beispielsweise eine
Batchgröße von 128 Daten pro Iteration verwendet.

Die Updateregel bei Adam lautet [vgl. 23, Algorithmus 1]:

w̃k = w̃k−1 − γ
˜̂mk√
˜̂vk + ϵ

(3.24)

Dabei ist ˜̂mk die Schätzung des ersten Moments (Erwartungswert) und ˜̂vk die
Schätzung des zweiten Moments (nicht zentrierte Varianz). Diese Werte sind
beide Bias korrigiert, denn durch die Initialisierung der beiden Schätzungen
der Momente mit null entsteht eine Verzerrung. Das ϵ ist ein möglichst kleiner
Wert, der die Division durch null verhindert. Die Division der beiden Vektoren
geschieht hier Elementweise.

Gleichung 3.24 zeigt also eine Korrektur, die zuerst vom Erwartungswert des
Gradienten abhängt. Ist der Gradient für einen Parameter groß, so ist auch die
Korrektur groß. Allerdings wird die Korrektur noch mit dem zweiten Moment
skaliert. Ist also die nicht zentrierte Varianz groß, dass bedeutet die Unsicherheit
des Gradienten für diesen Parameter ist hoch, wird die Korrektur kleiner. Diese
Eigenschaft der Updateregel sorgt dafür, dass die Korrektur eines Parameters
in der Nähe seines optimalen Wertes in kleineren Schritten geschieht [vgl. 23,
Kapitel 2].

Weitere Details und Hinweise zur Implementierung sind bei Kingma [23] zu
finden.
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4 Untersuchungen

In diesem Kapitel werden die verwendeten Daten und Netze der Arbeit vor-
gestellt. Es wird auf die einzelnen Untersuchungen eingegangen und die dar-
aus resultierenden Erkenntnisse werden herausgestellt. In Abschnitt 4.7 wird
abschließend untersucht, inwiefern der Ansatz von Köker [14][15] eine weitere
Verbesserung ergibt.

4.1 Daten

Für das Trainieren neuronaler Netze, ist die Qualität der Daten maßgeblich, um
eine genaue und generelle Lösung des Problems zu ermitteln. In diesem Kapitel
wird daher ausführlich auf die verwendeten Daten eingegangen. Das beinhaltet
in Kapitel 4.1.1 wie sie generiert werden, wie und warum sie normiert werden
in Kapitel 4.1.2 und abschließend, in Kapitel 4.1.3, wie und warum welche
Datensatzgrößen verwendet werden.

4.1.1 Daten generieren

Für das Generieren der Daten muss die Vorwärtskinematik implementiert wer-
den. Dann lassen sich Achswinkel generieren, zu denen die entsprechende Lage
mittels der Vorwärtskinematik aus Kapitel 3.1 und der Konfiguration nach Ka-
pitel 3.2 bestimmt werden können.

Um die Achswinkel zu generieren, können einmal die Winkel zufällig gleich-
verteilt werden, dadurch wird bei einer ausreichend großen Datenmenge der
Achswinkelraum gleichmäßig abgebildet. Andererseits kann man die Achswinkel
im gleichmäßigen Abstand generieren, um den Winkelraum vollständig abzu-
bilden. Allerdings entsteht dabei eine Verzerrung durch die konstante Schritt-
größe. Generiert man die Achswinkel mit einem Abstand von 45° ergeben sich
262.144 Datenpunkte. Zum Vergleich wird deshalb auch dieselbe Menge an zu-
fällig gleichverteilten Daten generiert.

Generiert man die Winkel gleichverteilt, ergibt sich die Lage und Konfigu-
ration nach Abbildungen 4.1 und 4.2. Wie zu erkennen ist, wird der gesamte
Arbeitsraum des Roboters repräsentiert. Die Lage-Daten sind bis auf eine Aus-
nahme nicht gleichverteilt, weil zwischen Achswinkeln und Lage eine nichtli-
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Abbildung 4.1: Resultierende Verteilung der Lage aus gleichverteilten
Winkeln.

Abbildung 4.2: Resultierende Verteilung der Konfiguration aus gleichverteilten
Winkeln.

neare Beziehung besteht. Lediglich α ist gleichverteilt. Weiter ist zu erkennen,
dass sich X und Y um null häufen. Das ist insofern nachzuvollziehen, da für das
Erreichen der äußersten Punkte der Roboterarm gestreckt sein muss. Je weiter
der Punkt also vom Ursprung entfernt ist, desto weniger Spielraum bleibt für
die Achswinkel. Deshalb gibt es für Punkte in der Nähe des Ursprungs mehr
Möglichkeiten sie zu erreichen. Für Z ist das ähnlich, allerdings lässt sich ein
Offset erkennen, der den 495mm aus Abbildung 1.2 auf Seite 11 gleicht. Da für
die Bestimmung der Konfiguration der Winkelraum in Kapitel 3.2 gleichmäßig
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Abbildung 4.3: Äquidistant generierte Winkel resultierende Lage in
XY-Ebene.

aufgeteilt wurde, ist die Konfiguration wie zu erwarten auch gleichverteilt (siehe
Abbildung 4.2).

Generiert man die Winkel mit den genannten 45° Abständen ergibt sich wie
zu erwarten eine Verzerrung der Daten, wie Abbildung 4.3 zeigt. Es ist zu
erkennen, dass große Teile des uneingeschränkten Arbeitsraumes nicht von den
Daten repräsentiert werden. Für das Training des Netzes sind diese Daten also
nicht geeignet.

Daher werden im Weiteren die Daten mit zufällig gleichverteilten Winkeln
verwendet. Für das Trainieren der Netze werden alle Winkel immer in Radian-
ten angegeben.

4.1.2 Daten normieren

Beim Training eines NN ist es wünschenswert, dass die Netzparameter so schnell
wie möglich zum Optimum konvergieren. Nach LeCun [18] lässt sich das Kon-
vergenzverhalten durch Normalisieren der Inputs beschleunigen. Dazu werden
die Inputs zentriert, indem der Mittelwert subtrahiert und so normalisiert wird,
dass die Standardabweichung ungefähr eins wird. [vgl. 18, Kapitel 10] Dies er-
reicht man indem durch die Standardabweichung geteilt wird.

Datan = (Data−mean(Data))/std(Data); (4.1)

Für die Daten, die im vorherigen Kapitel generiert wurden, ergibt sich damit
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die Normalisierung für die einzelnen Inputs wie folgt:

Xn =X/680

Yn =Y/680

Zn =(Z − 495)/945

αn =α/1, 8

βn =β/0, 65

γn =γ/1, 8

(4.2)

Input min max
X -2.137 2.179
Y -2.080 2.109
Z -1.506 2.498
α -3,140 3,141
β -1,551 1,546
γ -3,141 3,140
Xn -3,143 3,204
Yn -3,059 3,101
Zn -2,117 2,119
αn -1,744 1,745
βn -2,387 2,379
γn -1,745 1,744

Tabelle 4.1: Range der Inputs vor und nach der Normierung anhand eines
Beispieldatensatzes von 8000 Daten.

Tabelle 4.1 zeigt anhand eines Beispieldatensatzes von 8000 Daten, die mi-
nimal und maximal Werte der einzelnen Inputs. Es fällt auf, dass die Größen-
ordnung der Inputs nach der Normierung gleich ist, was in jedem Fall zu einem
stabileren Trainingsprozess führt. Weitere positive Effekte der Normierung be-
schreibt LeCun [18].

Wie in Kapitel 4.3 noch gezeigt wird, lässt sich das Netz noch schneller trai-
nieren, wenn der Arbeitsraum eingeschränkt wird. Von da an werden nur noch
Daten verwendet, die durch tatsächliche Winkelbeschränkungen der Achsen
limitiert sind. Die Normalisierung für den im Datenblatt gegebenen Arbeitsbe-
reich ist:
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Xn =X/770

Yn =Y/770

Zn =(Z − 390)/1087

αn =α/1, 75

βn =β/0, 67

γn =γ/1, 75

(4.3)

Weitere verwendete Spezialfälle wurden ebenfalls nach Gleichung 4.1 norma-
lisiert. Die Mittelwerte und Standardabweichungen in Gleichungen 4.2 und 4.3
wurden gerundet, da der Mittelwert und die Standardabweichung von statisti-
schem Rauschen beeinflusst sind. Besonders beim Normieren der Z Koordinate
ist das zu erkennen. Der Mittelwert aus Gleichung 4.2 entspricht offensichtlich
den 495mm die in Abbildung 1.2 auf Seite 11 zu sehen sind.

4.1.3 Größe des Datensatzes

Die Größe des Datensatzes beeinflusst hauptsächlich zwei Eigenschaften des
Trainings. Erstens die Fähigkeit des Netzes das Problem zu generalisieren und
zweitens die Trainingsdauer. Um einschätzen zu können, ob das Netz das Pro-
blem überhaupt lösen kann, wird zu Beginn ein kleiner Datensatz von 8.000
Daten gewählt und das Netz gezielt overfittet. Overfitten bedeutet, dass das
Netz für bekannte Daten Ausgaben mit einem sehr kleinen Fehler und für neue
Daten mit einem sehr großen Fehler liefert. Der Datensatz wurde nach Kapitel
4.1.1 gleichverteilt generiert und nach Gleichung 4.2 normiert. 80% der Daten
wurden für das Training verwendet und jeweils 10% für den Validierungs- bzw.
Testdatensatz. Die Aufteilung der Daten erfolgte dabei zufällig.

Abbildung 4.4 zeigt, dass grundsätzlich ein Netz für die inverse Kinematik
mit den Daten trainiert werden kann. Der mittlere quadratische Fehler stagniert
allerdings bei ca. 0,6, was bedeuten kann, dass entweder die Daten, die Netz-
werkstruktur oder der Optimierungsalgorithmus noch nicht optimal gewählt
sind. Dass die Daten nicht optimal gewählt sind, kann beispielsweise heißen,
dass die Inputs zu wenig Informationen für das Netz liefern, um die Lösung
eindeutig zu bestimmen.

Für das weitere Training in MATLAB, auf der Grafikkarte NVIDIA GeForce
RTX 2060, wurde ein Datensatz der Größe 80.000 gewählt. Der Speicher war
hier deutlich beschränkt und hat keinen viel größeren Datensatz für das Trai-
ning in MATLAB erlaubt. Wie allerdings Kapitel 4.4 zeigt, ist die Größe des
Datensatzes nicht ansatzweise ausreichend, um die Lösung der inverse Kinema-
tik mittels einem NN ausreichend zu generalisieren. Deshalb wurde später beim
Training in Tensorflow ein Datensatz von acht Millionen Daten verwendet.
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Abbildung 4.4: Training mit Datensatzgröße 8.000.

4.2 Netzwerk

Die Wahl der Aktivierungsfunktionen, die Anzahl der Neuronen und der ver-
steckten Schichten hat einen starken Einfluss auf die Performance des Netz-
werks.

Abbildung 4.5: Vergleich der sigmoidal Aktivierungsfunktionen in MATLAB.

Sigmoidale Aktivierungsfunktionen sind Funktionen, die monoton steigend
sind und im Positiv- wie Negativunendlichen asymptotisch gegen einen endli-
chen Wert laufen. Sie sind die am häufigsten verwendeten Aktivierungsfunktio-
nen für flache neuronale Netze. Für das Lösen der inversen Kinematik haben
sie sich in dieser Arbeit empirisch als die beste Wahl erwiesen. Von den drei
in MATLAB vorgegebenen sigmoidal Funktionen tansig (MSE 1,19), elliotsig
(MSE 1,12) und logsig (MSE 0,88), weisen die Netze mit logsig als Aktivie-
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rungsfunktion in den versteckten Schichten den geringsten MSE auf, wie in
Abbildung 4.5 zu sehen ist. Dabei wurde ein Datensatz von 80.000 Daten ver-
wendet, der nach Kapitel 4.1.1 gleichverteilt generiert und nach Gleichung 4.2
normiert wurde (Split: 80% Trainingsdaten, 10% Validierungsdaten, 10% Test-
daten). Die Netze hatten dabei jeweils den Aufbau nach Abbildung 4.6, al-
lerdings mit nur drei versteckten Schichten und wurden für 20.000 Epochen
trainiert.

Für die bereits vorhandenen Übertragungsfunktionen in Tensorflow hat sich
die Tangens hyperbolicus Funktion als beste Option herausgestellt, wie ein Ver-
gleich der Aktivierungsfunktionen aus Tabelle 4.2 zeigt. Für den Vergleich wur-
de ein Netz nach Abbildung 4.6 (100 Neuronen pro versteckter Schicht) mit
80.000 Daten für 10.000 Epochen trainiert (Split 85% Trainingsdaten, 15% Va-
lidierungsdaten). Die Daten wurden nach Kapitel 4.1.1 gleichverteilt generiert
und nach Gleichung 4.2 normiert.

Aktivierungsfunktion Trainingsfehler Validierungsfehler
elu 1,333 1,424

hard_sigmoid 1,899 1,907
relu 1,493 1,579
selu 1,412 1,490

sigmoid 2,055 2,065
softplus 1,889 1,913
softsign 1,177 1,343
swish 1,149 1,303
tanh 1,041 1,253

Tabelle 4.2: Vergleich der Aktivierungsfunktionen in Tensorflow.

Bei der Ausgabeschicht ist es naheliegend eine Funktion zu wählen die die
Outputs an sich schon beschränkt, sodass das Netz die Begrenzungen der Out-
puts nicht lernen muss, sondern die Outputs schon durch die letzte Aktivie-
rungsfunktion beschränkt sind. Allerdings hat sich herausgestellt, dass die ver-
wendeten Netze mit einer linearen Funktion in der Ausgabeschicht am schnells-
ten lernen.

Die Anzahl an versteckten Schichten und Neuronen pro Schicht wurde eben-
falls empirisch ermittelt. Ein Netz mit sechs versteckten Schichten erwies sich
dabei als am besten geeignet. Die Anzahl an Neuronen pro Schicht wurde auf
Grund der Trainingsdauer meist auf 100 gesetzt. Je höher jedoch die Anzahl
der Neuronen ist, desto besser ist die Lösung. Allerdings steigt dabei auch die
Anzahl an Daten, die benötigt werden, um das Netz nicht zu overfitten. Da
die Ressourcen auf dem System, auf dem mit MATLAB gearbeitet wurde, be-
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schränkt waren, wurden für die weiteren Untersuchungen in MATLAB nur drei
versteckte Schichten verwendet.

Mit den sieben Inputs Xn, Yn, Zn, αn, βn, γn und config, den sechs versteck-
ten Schichten mit je 100 Neuronen und den sechs Outputs θ1 − θ6, ergibt sich
die Netzwerkstruktur aus Abbildung 4.6.

Abbildung 4.6: Verwendetes MLP.

4.3 Einschränken des trainierten Arbeitsraums

Schränkt man beim Generieren der Daten den Bereich der generierten Win-
kel ein, sollte das Netz schneller zum Optimum für diesen Bereich kommen
und auch eine höhere Genauigkeit erreichen. Der Effekt müsste dem Overfitten
in Kapitel 4.1.3 ähneln, da das Netz nur eine Untermenge sieht. Auf Daten
außerhalb des Bereiches müsste das Netz schlechtere Ergebnisse liefern. Diese
Betrachtung macht nur Sinn, wenn die Achswinkel des Roboters beschränkt
sind. Das ist in der Realität auch der Fall. Um den Einfluss zu untersuchen,
werden folgende Szenarien betrachtet:
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• Alle Achswinkel laufen von -45° bis 45.

• Ein Achswinkel (beispielsweise θ3) läuft von -45° bis 45, alle anderen blei-
ben uneingeschränkt.

• Die vom Hersteller angegebenen Achsbeschränkungen werden angewendet
(siehe Tabelle 4.3). Ausgenommen Achsen vier und sechs, welche auf -180°
bis 180° beschränkt werden.

min max
Achse 1 -180° 180°
Achse 2 -90° 150°
Achse 3 -180° 75°
Achse 4 -400° 400°
Achse 5 -125° 120°
Achse 6 -400° 400°

Tabelle 4.3: Achsbeschränkungen des IRB 4600.
Quelle: Produktspezifikation IRB 4600

Dazu wird wie in Kapitel 4.2 ein Datensatz von je 80.000 Daten verwendet,
der nach Kapitel 4.1.1 gleichverteilt generiert und nach Gleichung 4.1 normiert
wurde (Split: 80% Trainingsdaten, 10% Validierungsdaten, 10% Testdaten).
Die für 20.000 Epochen trainierten Netze haben drei versteckte Schichten mit
jeweils 100 Neuronen. Die Aktivierungsfunktion ist logsig.

Abbildung 4.7: Netzperformance mit unterschiedlich eingeschränkten
Achswinkeln.

Wie Abbildung 4.7 zeigt, ist der MSE um ca. 0, 29 kleiner, wenn man nur
eine Achsvariable einschränkt. Werden alle Achsen stark beschränkt, sinkt der
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Fehler auf ca. 7 ·10−3. Wählt man die Daten, sodass sie den tatsächlichen Achs-
winkelbeschränkungen des IRB gleichen, reduziert sich der MSE um ca. 0, 30
auf ca. 0, 58. Außerdem ist zu erkennen, dass das Netz mit gleicher Datensatz-
größe weniger overfittet, wenn die Achswinkel eingeschränkt werden. Das lässt
darauf schließen, dass für einen eingeschränkten Winkelbereich weniger Daten
zum Training des Netzes gebraucht werden.

Zeigt man beispielsweise dem Netz, welches in allen Achswinkeln auf -45° bis
45° beschränkt war, Daten, die nicht beschränkt sind, dann ist der Netzwerk-
fehler wie zu erwarten sehr groß. Es ergibt sich ein MSE von ca. 11, 7. Das
bestätigt, dass der Effekt des Trainings auf einen eingeschränkten Arbeitsbe-
reich dem Overfitting ähnelt.

Es lässt sich also festhalten, dass es für das Training des Netzes sinnvoll
ist den Winkelbereich einzuschränken, weil weniger Daten zum Trainieren ge-
braucht werden und der Netzwerkfehler schneller sinkt. Technisch macht es nur
Sinn die Achswinkel in den Daten so zu beschränken, wie sie am realen Roboter
beschränkt sind. Im Weiteren werden daher nur Daten mit den tatsächlichen
beschränkten Achswinkeln zum Fitten verwendet.

4.4 Einfluss der Trainingsalgorithmen

Zum Vergleich von Adams (in Tensorflow) und SCG (in MATLAB) wird für
beide je ein Netzwerk über 20.000 Epochen trainiert, welches drei versteckte
Schichten mit je 100 Neuronen und der Aktivierungsfunktion Tangens hyperbo-
licus besitzt. Diese Aktivierungsfunktion ist bei beiden Entwicklungsumgebun-
gen schon implementiert. Es wird ein Datensatz von 80.000 Daten eingesetzt,
wovon 68.000 zum Trainieren und 12.000 Daten zum Validieren verwendet wer-
den. Der Datensatz wird nach Kapitel 4.1.1 gleichverteilt generiert und nach
Gleichung 4.3 normiert. Die Daten sind dabei auf den tatsächlichen Arbeits-
raum beschränkt. Zusätzlich wird die Batchgröße beim Trainieren in Tensorflow
auf 68.000 gesetzt, somit verarbeiten beide Algorithmen alle Daten in einem
Optimierungsschritt und sind daher besser zu vergleichen.

Da Adams, wie in Kapitel 3.3.3 bereits erwähnt, für stochastische Funktio-
nen entwickelt wurde und die Rückwärtskinematik keine solche Funktion ist
und auch in dieser Untersuchung nicht durch kleine Batches ein statistisches
Rauschen entsteht, sollte diese Eigenschaft keine Vorteile gegenüber dem SCG
bieten. Allerdings erzeugt Adams für jeden Parameter eine adaptive indivi-
duelle Lernrate, was der SCG nicht macht. Der SCG hingegen kommt ohne
Parametrierung des Nutzers aus und wird daher nicht von Einstellungsfehlern
beeinflusst. Wenn die Parameter beim Adams richtig gewählt sind, könnte er
durch die adaptiven individuellen Lernraten für die Parameter ein besseres Er-
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Abbildung 4.8: Vergleich Trainingsalgorithmen. Ergebnis für SCG.

gebnis liefern.
Abbildungen 4.8 und 4.9 zeigen, dass die Trainingsperformance des Netzes

mit Adam in der selben Anzahl an Epochen gleich gut wie der des SCG ist.
Auf den Validierungsdaten ist die Performance etwas schlechter. Das Training
mit dem SCG ergibt einen MSE auf den Validationsdatensatzes von ca. 0, 81
nach 20.000 Epochen und mit Adam von ca. 0, 96. Die gewählten Parameter
für Adams sind dabei die Standartwerte mit Lernrate γ = 0, 001, Verfall des
ersten Moments β1 = 0, 9 und Verfall des zweiten Moments β2 = 0, 999.

Da Adams im Normalfall mit kleinen Batchgrößen angewendet wird zeigt
Abbildung 4.10 einen Trainingslauf über 5.000 Epochen mit einer Batchgröße
von 128 Daten. Es zeigt sich, dass der Trainingsfehler kaum beeinflusst wird,
das Netz allerdings deutlich stärker overfittet. Tabelle 4.4 fasst die Ergebnisse
zusammen.

Epochen Trainingsfehler Validierungsfehler
SCG 20.000 0,65 0,81

Adam (max Batch) 20.000 0,66 0,96
Adam (128 Batch) 5.000 0,66 1,13

Tabelle 4.4: Vergleich Netzwerkperformance für Training mit SCG und Adam.
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Abbildung 4.9: Vergleich Trainingsalgorithmen. Ergebnis für Adam.

Abbildung 4.10: Vergleich Trainingsalgorithmen. Ergebnis für Adam mit
Batchgröße 128.
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Das Training mit Adams erzielt also eine ebenso gute Netzwerkperformance
wie mit dem SCG. Dass Adams für stochastische Funktion entwickelt wurde,
wirkt sich nicht negativ auf den Trainingsfehler aus. Auch wenn durch eine
kleine Batchgröße ein statistisches Rauschen entsteht, ist der Trainingsfehler
für die maximale Batchgröße und die von 128 Daten so gut wie identisch. Da
eine kleine Batchgröße allerdings zu einem deutlich höheren Fehler bei den
Validationsdaten führt, wird für weitere Netze die Batchgröße möglichst groß
gewählt. Zusätzlich ist noch zu erkennen, dass 80.000 Daten nicht ausreichen
um die inverse Kinematik gut genug durch das Netz zu generalisieren, was
bereits in Kapitel 4.1.3 erwähnt wurde. Außerdem muss, wie in Kapitel 4.2
schon festgestellt wurde, das Netz komplexer sein um den Trainingsfehler weiter
senken zu können.

4.5 Ein Netz je Konfiguration

Die Hauptschwierigkeit bei der Lösung der Rückwärtskinematik besteht wie in
Kapitel 3.2 beschrieben in der Mehrdeutigkeit der inversen Kinematik. Eine
Überlegung, um dieses Problem zu umgehen, ist für jede Lösung ein Netz zu
trainieren und eine Kombination dieser Netze zur Lösung zu verwenden. Dazu
soll die Input-Variable Konfiguration nicht länger als Netzwerk Input verwendet
werden, sondern zum Auswählen mit welchem Netz die Lösung bestimmt wird.
Abbildung 4.11 veranschaulicht die Idee.

Für das Training wird ein Datensatz von acht Millionen Daten in acht Daten-
sätze aufgeteilt, sortiert nach den Lösungen. Dann wird mit jedem Datensatz
ein Netz für 20.000 Epochen trainiert und zum Vergleich noch ein Netz mit dem
gesamten Datensatz für alle Lösungen. Die Netze besitzen dabei jeweils sechs
versteckte Schichten mit je 100 Neuronen. Die Daten werden wie bisher nach
Kapitel 4.1.1 gleichverteilt generiert und nach Gleichung 4.3 normiert. Die Da-
ten sind dabei auf den tatsächlichen Arbeitsraum beschränkt. Für das Training
werden 85% der Daten verwendet. Die restlichen 15% werden zur Validierung
herangezogen.

Es ist zu erwarten, dass der Fehler der einzelnen Netze und der kombinierten
Lösung geringer ist als der Fehler des einzelnen Netzes für alle Lösungen, weil
die Komplexität der acht Lösungen auf acht Netze aufgeteilt wird. Außerdem
besitzen die acht Netze acht Mal mehr Parameter und Neuronen.

Die Ergebnisse aus Tabelle 4.5 zeigen, dass zwar die Kombination aus den
acht Netzen einen geringeren Fehler aufweist als das einzelne Netz für alle
Lösungen, diese Verbesserung allerdings nicht drastisch ist. Daraus lässt sich
schließen, dass ein Netz ausreichend ist um alle acht Lösungen zu berechnen und
das Hauptproblem für eine weitere Verbesserung nicht in der Unterscheidung
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Abbildung 4.11: Kombination von acht Netzen zur Lösung der inversen
Kinematik.

Netz Trainingsfehler Validierungsfehler
Netz (100 Neuronen) alle Lösungen 0,399 0,402
Netz (300 Neuronen) alle Lösungen 0,304 0,341

8 Netze kombiniert 0,255 0,299
Netz für Lösung 1 0,118 0,178
Netz für Lösung 2 0,218 0,249
Netz für Lösung 3 0,272 0,319
Netz für Lösung 4 0,450 0,469
Netz für Lösung 5 0,095 0,200
Netz für Lösung 6 0,209 0,242
Netz für Lösung 7 0,251 0,287
Netz für Lösung 8 0,429 0,449

Tabelle 4.5: Fehler der Netze bei Aufteilung nach Konfiguration.

der acht Lösungsmöglichkeiten besteht. Zusätzlich ist entgegen der Erwartung
die Performance der einzelnen Netze nicht immer besser als die des MLP für
alle Lösungen.

Vergleicht man die NN, die einzeln schlechter performen als das Netz für al-
le Lösungen, fällt auf, dass es sich dabei um die MLP’s handelt, welche eine
Lösung nach Tabelle 3.2 mit dem Mittelpunkt der ZH nach oben und Ach-
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se eins nach vorne repräsentieren. Der Zusammenhang wird klar, wenn man
die Größe der Datensätze betrachtet. Durch das Einschränken der Achswin-
kel beim Generieren der Daten, kommen die Unterschiedlichen Lösungen nicht
mehr gleichverteilt vor, wie aus Abbildung 4.2 in Kapitel 4.1.1, sondern die
Konfiguration mit der Ellbogenstellung nach oben und Achse eins nach vorne
kommen deutlich häufiger vor wie Tabelle 4.6 zeigt.

Konfiguration Datensatzgröße
1 271.530
2 928.927
3 881.660
4 2.000.771
5 261.011
6 891.329
7 847.878
8 1.916.894

Tabelle 4.6: Aufteilung der Daten nach Konfiguration.

Weiter ist festzustellen: Die einzelnen Netze weisen eine größere Differenz
zwischen Validierungsfehler und Trainingsfehler auf als das eine Netz für alle
Lösungen. Der Zusammenhang lässt sich auf die Tatsache zurückführen, dass
die Datensätze für das Training der NN für die speziellen Lösungen kleiner sind.

Um abschließend bewerten zu können, ob sich nun die Kombination der Net-
ze lohnt, wurde noch ein Netz mit allen Daten trainiert, das dreimal so viele
Neuronen pro versteckter Schicht besitzt. Die Kombination aus den acht Net-
zen hat 414.448 trainierbare Parameter, das NN mit 300 Neuronen 455.706. Für
das Netz mit höherer Komplexität ergibt sich nach 20.000 Epochen ein Trai-
ningsfehler von 0,304 und ein Validierungsfehler von 0,341. Die Trainingsdauer
der acht Netze lag bei einer Stunde pro Netz, die des Komplexeren bei 17,5
Stunden. Damit ist, unter der Betrachtung der Trainingsdauer und in Bezug
auf die Anzahl der Parameter, die Aufteilung der Netze vorteilhaft. Zusätzlich
berechnet die Kombination aus den acht Lösungen das Ergebnis schneller, da
die Rechenoperationen pro Netz geringer sind und nur ein Netz eine Lösung
berechnen muss.

Zusammenfassend ist also gegenüber dem Erhöhen der Netzkomplexität ein
Vorteil durch das Aufteilen der Daten und Trainieren einzelner NN für jede
Lösung ersichtlich, da der MSE, der Zeitaufwand für das Netzwerktraining und
die Berechnungsdauer der Lösung sinken.
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4.6 Integrieren der Vorwärtskinematik als
NN-Schicht

Eine weitere Überlegung, um das Netz zu trainieren, ist nicht nach den Achs-
winkelabweichungen zu optimieren, sondern nur auf die Lage des Endeffektors.
Dabei ist es notwendig die Vorwärtskinematik in den Optimierungsprozess so
einzubauen, dass die Backpropagation über sie möglich ist. Dafür müssen die
Ableitungen zur Berechnung der Lage aus den Achswinkeln gebildet werden. In
Tensorflow wird dieser Prozess automatisiert, wenn die mathematischen Funk-
tionen von Tensorflow zur Berechnung der Vorwärtskinematik verwendet wer-
den. So lässt sich die Vorwärtskinematik als Schicht in das zu trainierende Netz
integrieren. Abbildung 4.12 zeigt dazu eine schematische Darstellung.

Abbildung 4.12: Schematische Darstellung zur integrierten Vorwärtskinematik
als NN-Schicht.

Da die Achsbeschränkungen dann nicht mehr durch die Achswinkel dem Netz
gezeigt werden, können diese auch nicht gelernt werden. Aus diesem Grund be-
sitzt die Output-Schicht keine linearen Aktivierungsfunktionen mehr, sondern
skalierte Tangens hyperbolicus Funktionen. Zusätzlich ist es noch entscheidend,
die Outputs zu skalieren, ansonsten wird stärker auf die Position trainiert als
auf die Orientierung, da die Positionsfehler eine Größenordnung von bis zu 103

erreichen und die Orientierungsfehler lediglich von 100.
Unter der Annahme eines Anwendungsfalls, bei dem es nicht relevant ist
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Abbildung 4.13: Trainingsverlauf mit eingebundener Vorwärtskinematik als
Schicht.

welche der acht möglichen Lösungen vom Netz berechnet wird, soll nur noch
Lage orientiert optimiert werden.

Für das Training wird ein Datensatz von acht Millionen Daten verwendet.
Anders als bisher sind die Input Daten gleich den Soll-Output Daten, da die
integrierte Vorwärtskinematik einen Output von Lageparametern erzeugt. Die
Daten sind allerdings immer noch mit gleichverteilten Winkeln für die Achsen
wie in Kapitel 4.1.1 erzeugt worden, um sicherzustellen, dass die erzeugten
Lagen auch vom Roboter erreicht werden können. Die Daten sind zudem nach
Gleichung 4.3 normiert.

Wie Tabelle 4.7 zeigt, ergibt sich ein MSE für die einzelnen Lagekomponenten
der sehr hoch ist. Dabei erreicht das Netz ein Minimum sehr schnell und opti-
miert dann kaum weiter, wie Abbildung 4.13 zeigt. Der MSE ist dabei nicht mit
dem der anderen Netze zu vergleichen. Es handelt sich um einen MSE bezogen
auf die normierte Lage des Endeffektors.

X Y Z α β γ
MSE 735484 641704 826695 0,923 3,05 3,09

Tabelle 4.7: MSE der Lagekomponenten beim Integrieren der
Vorwärtskinematik als NN-Schicht.

Das Einbinden der Konfigurationsermittlung in die Schicht des Netzes würde
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das Ergebnis auch nicht verbessern, da die Entscheidung welcher Konfiguration
die Lösung angehört nicht ableitbar ist, bzw. die Ableitung immer null ist außer
an den Sprungstellen. Damit kann der Fehler der Konfiguration nicht mittels
Backpropergation zum Trainieren des Netzes verwendet werden.

Abschließend ist also festzuhalten, dass das Einbinden der Vorwärtskinematik
als Schicht in das neuronale Netz und das anschließende Lage bezogene Trainie-
ren, keine Performanceverbesserung erzielt. Dabei ist davon auszugehen, dass
die Nichtunterscheidbarkeit der mehrfachen Lösungen dazu beiträgt.

4.7 Reliability-based Approach

In der Veröffentlichung von Köker [14] wurden drei Netze trainiert und zu einem
System zusammengefasst, welches die euklidische Distanz der Lösungen der drei
Netze berechnet und die Lösung mit der geringsten Distanz als Output des
gesamten Systems verwendet.

In diesem Kapitel wird untersucht, ob mit diesem Ansatz auch hier eine
Verbesserung erreicht werden kann und wie stark die Verbesserung ist. Dazu
werden drei Netze wie bisher nach Abbildung 4.6 auf Seite 40 mit 100 Neuronen
pro Schicht trainiert. Die Netze wurden je 10.000 Epochen lang mit 6.800.000
Trainingsdaten und 1.200.000 Validierungsdaten optimiert. Für jedes NN wur-
de ein neuer Datensatz nach Kapitel 4.1.1 gleichverteilt generiert und nach
Gleichung 4.3 normiert. Die Daten sind dabei auf den tatsächlichen Arbeits-
raum beschränkt. Für die Auswertung in Tabelle 4.8 wurde ein zusätzlicher
Testdatensatz von 1.200.000 Daten verwendet.

Da für die Auswahl des Systemausgangs der euklidische Abstand betrachtet
wird und die Achswinkel, die zum kleinsten Abstand führen, die Ausgabe des
Gesamtsystems sind, sollte der Fehler des Gesamtsystems zumindest in Bezug
auf die euklidische Distanz kleiner sein als der der einzelnen Netze.

Netz1 Netz2 Netz3 3 Netze Parallel
MSE Achswinkel (rad2) 0,423 0,424 0,410 0,416

euklidische Distanz (mm) 478 475 477 403
MSE Orientierung (rad2) 6,95 6,96 6,95 6,91

Tabelle 4.8: Reliability-based Approach Netzwerkfehler.

Wie Tabelle 4.8 zeigt, ist der euklidische Abstand des Gesamtsystems am
niedrigsten. Ebenso der MSE, bezogen auf die Orientierung aber nicht der MSE
bezogen auf die Achswinkel. Nutzt man anstatt der euklidischen Distanz den
MSE der normierten Lage zur Entscheidung welche Netzwerkausgabe verwendet
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wird, ergibt sich für den mittleren euklidischen Abstand des Gesamtsystems
471, für den MSE bezogen auf die Orientierung 6,13 und für den MSE bezogen
auf die Achswinkel 0,422.

Durch die Parallelschaltung dreier Netze verbessert sich also das Ergebnis,
allerdings ist die Auswirkung nicht drastisch. Außerdem lässt sich festhalten,
dass der Abstand von Soll- zu Ist-Position und sowie der MSE der Orientierung
sehr hoch ist. Der Fehler für die Orientierung ist besonders hoch und gleicht
damit eher einer zufälligen Wahl und keiner Berechnung.
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5 Zusammenfassung und
Ausblick

In den verschiedenen Untersuchungen wurde aufgezeigt, dass zum einen für die
Generalisierung der inversen Kinematik ein großer Datensatz notwendig ist,
zum anderen die Wahl der Aktivierungsfunktionen einen entscheidenden Ein-
fluss auf die Performance des Netzwerks hat. Zusätzlich hat sich herausgestellt,
dass es sinnvoll ist die Achswinkel so zu beschränken, wie sie am realen Roboter
eingeschränkt sind. Dadurch lässt sich nämlich der Fehler des Netzes senken,
weil die Rückwertskinematik für einen kleineren Arbeitsbereich gelernt werden
muss.

Die besten Ergebnisse wurden in dieser Arbeit mit dem Adams Algorith-
mus und der Tangens hyperbolicus Aktivierungsfunktion erzielt. Dabei wurden
Netze mit sechs versteckten Schichten zu je 100 Neuronen verwendet. Wie in
Kapitel 4.5 unter anderem gezeigt wurde, lässt sich die Netzperformance weiter
steigern wenn die Komplexität des Netzes angehoben wird.

Zusätzliche Verbesserungen lassen sich erzielen, indem ein Netz für jede der
möglichen Lösungen trainiert wird, wie in Kapitel 4.5, und durch das Parallel-
schalten mehrerer Netze in Kapitel 4.7. Der Effekt war bei der Aufteilung der
Netze für die Lösungen deutlich höher als bei der Parallelschaltung mehrerer
Netze für alle Lösungen.

Insgesamt weist der Ansatz nach Kapitel 4.5 auch das beste Ergebnisse aller
Untersuchungen auf, wie Tabelle 5.1 zeigt. Es ist noch zu beachten, dass der
Reliability-based Approach zwar den größten MSE aufweist, aber die Netze
dabei auch nur halb solang wie bei den anderen Ansätzen trainiert wurden.

Validierungs MSE (rad2) Iterationen
1 Netz 100 Neuronen 0,402 20.000
1 Netz 300 Neuronen 0,341 20.000

1 Netz pro Konfiguration 0,299 20.000
Reliability-based Approach 0,416 10.000

Tabelle 5.1: Vergleich aller Ansätze.

Ein positionsorientiertes Trainieren, durch das Einbinden der Vorwärtskine-

52



matik in das NN als Schicht, was in Kapitel 4.6 untersucht wurde, führt nicht
zur Steigerung der Netzperformance.

Betrachtet man Tabelle 4.8, auf Seite 50, zeigt sich, dass das Ziel, die inverse
Kinematik mit einem neuronalen Netz praxisrelevant zu lösen, nicht erreicht
wurde. Der Fehler, bezogen auf die euklidische Distanz, liegt im Mittel bei
mehreren hundert Millimetern und auch die Soll-Orientierung wird im Schnitt
nicht ansatzweise erreicht. Da der MSE der Achswinkel bei den anderen Un-
tersuchungen nicht drastisch geringer ist, gilt diese Beobachtung für jeden in
dieser Arbeit untersuchten Ansatz.

Trotz der Tatsache, dass das Ziel nicht erreicht wurde, ist der Fehler für ein
einzelnes NN deutlich geringer als in anderen Veröffentlichungen, wie in Tabelle
5.2 zu sehen ist. Dort werden die besten Netzwerkleistungen eines einzelnen NN
von den jeweiligen Arbeiten aufgeführt.

Veröffentlichung Validierungs MSE (rad2)
diese Arbeit 0,341
Köker[14] 1,736
Köker[17] 1,511

Aggarwal[16] 1,218

Tabelle 5.2: Vergleich mit anderen Arbeiten anhand eines einzelnen Netzes.

Für weitere Verbesserungen der Lösung der inversen Kinematik mit neurona-
len Netzen, können neben dem Steigern der Netzkomplexität auch weitere Ak-
tivierungsfunktionen, so wie andere Optimierungsalgorithmen untersucht wer-
den. Auch das Einschränken des Arbeitsraums, wie in Kapitel 4.3, könnte weiter
untersucht werden. Dabei könnten die Fragestellungen wie Folgt lauten: Wie
weit muss der Achswinkelbereich eingeschränkt werden, sodass die Berechnung
für diesen Bereich ausreichend genau ist? Und wie viele Netze würden dann
gebraucht werden, um den Arbeitsraum vollständig abzudecken? Wie lässt sich
auswählen für welche Ziellage welches Netz zur Berechnung verwendet werden
muss? Lässt sich daraus ein praxisrelevantes System aus NN aufbauen?

Ein weiterer Ansatz, der ebenfalls untersucht werden sollte, ist, ob die Ge-
nauigkeit der Berechnung der inversen Kinematik mit einem neuronalen Netz
durch zusätzliche Eingaben erhöht werden kann. Dabei könnten beispielswei-
se die aktuell eingestellten Achswinkel als zusätzliche Informationen betrachtet
werden. Das ist dahingehend sinnvoll, da in der Regel eine Trajektorie abgefah-
ren wird und nicht zwei völlig unterschiedliche Punkte im Raum. Die aktuellen
Achswinkeleinstellungen können somit bei geringer Änderung der Lage rele-
vante Informationen zur Berechnung der inversen Kinematik für den nächsten
Punkt in der Trajektorie liefern.
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